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Zusammenfassung

Der Goldstandard der klinischen Schlafauswertung basiert auf der Polysomnographie. Den
ersten Schritt dieser Auswertung bildet die manuelle Annotation von Schlafstadien aus dem
Polysomnogramm. Diese Messung ist jedoch aufwendig, teuer und unbequem fur den Pati-
enten. Deshalb wird bereits seit zweiJahrzehnten an Maglichkeiten geforscht, Schlafstadien
anhand von vergleichsweise einfach messbaren Biosignalen automatisiert zu klassifizieren.
Diese Arbeit basiert auf der Hypothese, dass durch die Kombination von kardiorespirato-
rischen Signalen und maschinellem Lernen eine Schlafstadienklassifikation mit sehr guter
Ubereinstimmung zur manuellen Annotation maéglich ist.

Im Rahmen dieser Arbeit wurden verschiedene Klassifikatoren fur die automatisierte Schlaf-
stadienklassifikation anhand kardiorespiratorischer Signale optimiert. Ein besonderes Au-
genmerk lag dabei auf der Verbesserung der Klassifikationsgute, Bewertung der Zuverlas-
sigkeit und Ubertragbarkeit der Ergebnisse.

Die Untersuchungen wurden hauptsachlich mit Daten aus der Sleep Heart Health Study
durchgefuhrt. Sie enthalt Polysomnogramme inkl. manueller Schlafstadienannotationen
von 5804 Studienteilnehmern. Aus diesen Aufzeichnungen wurden kardiorespiratorische
Signale (Elektrokardiogramm und respiratorisches Induktionsplethysmogramm) und Anno-
tationen zum Training der Klassifikatoren extrahiert. Im Elektrokardiogramm wurden die
Intervalle zwischen den R-Zacken detektiert und zu RRI-Zeitreihen vorverarbeitet. Ebenso
wurden die Intervalle zwischen AtemzUgen aus dem respiratorischen Induktionsplethysmo-
gramm zu BBI-Zeitreihen vorverarbeitet. Aus RRI- und BBI-Zeitreihen erfolgte schliel3lich
die Berechnung von Merkmalen der Atem- und Herzratenvariabilitat.

Zunachst erfolgte eine Untersuchung zur Individualisierung von Klassifikatoren. Dafur wur-
de ein Random-Forest-Klassifikator mit den Merkmalen der Atem- und Herzratenvariabilitat
fur die Schlafstadienklassifikation trainiert. Die Umsetzung der Individualisierung erfolgte
mithilfe von kleinen optimierten Trainingssubsets je Polysomnogramm, sodass ein indivi-
dualisierter Klassifikator je Studienteilnehmer entstand. Die Ergebnisse dieses individua-
lisierten Ansatzes wurden mit einem generalisierten Modell verglichen, trainiert mit allen
verfUgbaren Trainingsdaten.



Aufgrund des in der Literatur ersichtlichen grol3en Potenzials folgte danach der Wechsel
von merkmalsbasierten zu signalbasierten Klassifikatoren. Hier kam zunachst ein reines
Faltungsnetz (engl. Convolutional Neural Network) zum Einsatz, dass je Schlafepoche ein
Segment der RRI-Zeitreihe mit einer Dauer von 300 s als Eingabe erhalt und daraus Schlaf-
stadien klassifiziert. Dieses Modell wurde spater um die BBI-Zeitreihe als zweite Eingabe
erweitert und um rekurrente Schichten erganzt, sodass ein Convolutional Recurrent Neu-
ral Network entstand. Mit diesem optimierten Modell wurde die Zuverlassigkeit der Klas-
sifikation bewertet. Ebenso erfolgte eine Untersuchung der Ubertragbarkeit der Modell-
architektur bezlglich Variationen in den Eingabedaten und notwendiger Datenmenge fur
das Training. AbschlieRend wurde die Ubertragbarkeit des Modells anhand von externen
Testdaten, anderen Eingangssignalen und weiteren Vorverarbeitungsvarianten uberpruft.
Fur die Individualisierung war bei einer leave-one-out Kreuzvalidierung eine Verbesserung
der Klassifikationsgute anhand des mittleren Cohens Kappa von 0,46 auf 0,61 fur die Un-
terscheidung von Wachzustand, Leichtschlaf, Tiefschlaf und REM-Schlaf zu beobachten. Mit
dem Convolutional Recurrent Neural Network konnte fur dieselbe Unterscheidung ein mitt-
leres Cohens Kappa von 0,68 Uber 998 unabhangige Test-Polysomnogramme erreicht wer-
den. Fur die Unterscheidung von Wachzustand, REM-Schlaf und NonREM-Schlaf wurde mit
einem mittleren Cohens Kappa von 0,8 eine fast-perfekte Ubereinstimmung mit der manu-
ellen Annotation erzielt. Diese automatisierte Schlafstadienklassifikation liel3 sich zuverlas-
sig in klinisch relevante Schlafmerkmale umrechnen und mit Variationen der Eingabedaten
reproduzieren. Auch die Ubertragung auf Pulsoximetrie-Signale war ohne Qualitatsverlust
moglich. Mit der Anpassung der Vorverarbeitung konnte eine weitere Verbesserung der
Klassifikationsgute erreicht werden. Auf externen Testdaten konnten mit dem Modell eben-
so gute Ergebnisse erreicht werden wie auf den internen Testdaten.

Anhand der Individualisierung durch optimierte Trainingsdaten wurde ein grol3es Potenzial
fur vergleichsweise einfache merkmalsbasierte Klassifikatoren aufgezeigt. Mit dem Convo-
lutional Recurrent Neural Network konnten sehr gute Klassifikationsergebnisse, auch im
Vergleich zum aktuellen Stand der Forschung, erreicht werden. Aufgrund der hohen Zu-
verlassigkeit der Klassifikation und Ubertragbarkeit der Architektur sind mit einem solchen
Klassifikator viele weitere klinische Anwendungsszenarien denkbar.



Abstract

Analysis of the polysomnography is the gold standard of clinical sleep evaluation. Manual
annotation of sleep stages from the polysomnogram is the first step of this analysis. How-
ever, this measurement is time-consuming, expensive, and uncomfortable for the patient.
Therefore, for the last two decades, research has been conducted towards sleep stage
classification from comparably easily measurable biosignals. This work is based on the hy-
pothesis that by combining cardiorespiratory signals and machine learning, sleep stage
classification with very good agreement to manual annotation is possible.

In this thesis, several classifiers have been optimized for automated sleep staging from car-
diorespiratory signals. Special attention was paid to improvement of classification quality,
evaluation of model reliability and transferability of results.

Mainly, investigations were conducted on data from the Sleep Heart Health Study. It con-
tains polysomnograms of 5804 study participants including manual sleep stage annota-
tions. From these measurements, cardiorespiratory signals (electrocardiogram and respi-
ratory inductance plethysmogram) and annotations were extracted for training of classi-
fiers. In the electrocardiogram, intervals between R-peaks were detected and processed
into RRI time series. Similarly, breath to breath intervals were detected from the respira-
tory inductance plethysmogram and processed into BBI time series. Finally, features were
calculated from the breath and heart rate variability.

Firstly, an investigation of individualisation was conducted. To that end, a Random Forest
classifier was trained for sleep staging on breath and heart rate variability features. It yield-
ed individualisation by utilizing small, optimized training subsets for each participant, there-
fore resulting in an individualized classifier per participant. The results were compared to
a generalised reference classifier trained on the complete training set.

In the following, the research focus changed from feature-based classifiers to signal-based
classifiers, due to their outstanding potential evident from literature. Firstly, a mere Con-
volutional Neural Network was implemented, which classified sleep stages from an input
of RRI time series segments with 300 s duration. Subsequently, this model was expanded
by BBI time series segments and recurrent layers, resulting in a Convolutional Recurrent



Neural Network. This optimized model was evaluated concerning its reliability. Similarly,
transferability of model architecture, robustness to variations in input data, different in-
put signals and preprocessing, and necessary amount of training data were investigated.
Finally, transferability of the trained model to external data was tested.

For individualisation, leave-one-out cross validation demonstrated improvements in clas-
sification quality by mean Cohen'’s kappa from 0,46 to 0,61 for differentiating wake, light
sleep, deep sleep and REM sleep. With the Convolutional Recurrent Neural Network, mean
Cohen's kappa improved to 0,68 on 998 test participants. For mere differentiation between
wake, REM sleep and Non-REM sleep, the model yielded mean Cohen's kappa of 0,8, which
transmits to almost perfect agreement with manual annotation. Reliable clinical sleep fea-
tures were calculated from this automated sleep stage classification. The results were trans-
ferable to variations of the original input data, different input signals from pulse oximetry
and different preprocessing versions. Classification of external test data was equally good
as internal test data.

Individualisation by optimized training data shows great potential for comparably simple
feature-based classifiers. The Convolutional Recurrent Neural Network yielded very good
results, even compared to the current state of research. Due to the high reliability of the
model and transferability of its architecture, there are many more possible clinical applica-
tions.
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Abkurzungsverzeichnis

Kc Cohens Kappa
Ds Spearmans Rho

AASM American Academy of Sleep Medicine
acc Genauigkeit

AHI Apnoe-Hypopnoe-Index
BBI B-B-Intervall
BMI Body-Mass-Index

cCNN kardiales CNN

CNN Faltungsnetz (engl. Convolutional Neural Network)
crCRNN  kardiorespiratorisches CRNN
CRI kardiorespiratorische Interaktion

CRNN rekurrentes Faltungsnetz

D Tiefschlaf

dEKG unterabgetastetes Elektrokardiogramm

dRIP unterabgetastetes respiratorisches Induktionsple-
thysmogramm

EDR EKG-abgeleitete Atmung

EEG Elektroenzephalogramm
EKG Elektrokardiogramm

EMG Elektromyogramm

EOG Elektrookulogramm

ESS Epworth-Schlafrigkeits-Skala
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fiw

gkNN
gRF
GRU

HR
HRV

iBBI
IHR
iRF

iRRI

kfcv
kNN

L
LAMF

losocv
LSTM

MESA

MLP

N

N2

N3
PNC18
PPG
PSG

R&K

gemitteltes, gewichtetes F1-Mal3

generalisierter k-Nearest-Neighbors-Klassifikator
generalisierter Random-Forest-Klassifikator
Gated Recurrent Unit

Herzrate
Herzratenvariabilitat

interpoliertes B-B-Intervallsignal

instantane Herzrate

individualisierter Random-Forest-Klassifikator
interpoliertes R-R-Intervallsignal

k-fache Kreuzvalidierung
k-Nearest-Neighbors-Klassifikator

Leichtschlaf

niedrigamplitudige, gemischt-frequente Aktivitat
(engl. Low-Amplitude Mixed-Frequency)
leave-one-subject-out Kreuzvalidierung

Long Short-Term Memory

Multi-Ethnic Study of Atherosclerosis
Multilayerperzeptron

NonREM-Schlaf
Dosen

stabiler Schlaf
Tiefschlaf

Datensatz der PhysioNet Computing in Cardiology
Challenge 2018

Photoplethysmogramm

Polysomnogramm

REM-Schlaf

Schlafstadiengruppierung nach Rechtschaffen
und Kales
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RDI
REI
REM

RERA

RF
RIP
RNN
RRI

SFFS
SHHS
SHHS-T
SHHS-2
SpOy
SWA

WLDR

WN3R

WNR

WS
WSC

respiratorischer Storungs-Index

respiratorischer Ereignis-Index

schnelle Augenbewegung (engl. Rapid Eye Move-
ment)

atmungsbezogenes Arousal (engl. Respiratory
Event Related Arousal)
Random-Forest-Klassifikator

respiratorisches Induktionsplethysmogramm
rekurrentes neuronales Netz

R-R-Intervall

Schlafzustand

Sequential Forward Floating Search

Sleep Heart Health Study

Sleep Heart Health Study, Teil 1

Sleep Heart Health Study, Teil 2

pulsoximetrisch gemessene Sauerstoffsattigung
langsame Wellenaktivitat (engl. Slow-Wave Activity)

Wachzustand

Schlafstadiengruppierung in Wachzustand/ Leicht-
schlaf (N1-N2)/ Tiefschlaf (N3)/ REM-Schlaf
Schlafstadiengruppierung in Wachzustand/ N1/
N2/ N3/ REM-Schlaf

Schlafstadiengruppierung  in Wachzustand/
NonREM-Schlaf (N1-N3)/ REM-Schlaf
Schlafstadiengruppierung in Wach-/ Schlafzustand
Wisconsin Sleep Cohort





















































































































































































































































































































































































































































































































	Zusammenfassung
	Abstract
	Abkürzungsverzeichnis
	Inhaltsverzeichnis
	Abbildungsverzeichnis
	Tabellenverzeichnis
	Einleitung
	Stand der Klinik und Medizintechnik zur Schlafdiagnostik
	Medizinische Grundlagen
	Der Schlafzustand
	Erkrankungen und Risiken im Zusammenhang mit Schlaf

	Medizinische Schlafauswertung
	Polygraphie
	Polysomnographie

	Schlafauswertung anhand kardiorespiratorischer Signale

	Stand der Technik zur medizinischen Signalerfassung und maschinellem Lernen
	Erfassung und Verarbeitung kardiorespiratorischer Signale
	Relevante kardiorespiratorische Biosignale bei der Polysomnographie
	Kontaktlose Messtechnik
	Merkmale für die Analyse der kardiorespiratorischen Aktivität

	Grundlagen des maschinellen Lernens
	Grundbegriffe
	Der überwachte Lernprozess für Klassifikationsprobleme
	k-Nearest-Neighbors-Klassifikator
	Random-Forest-Klassifikator
	Neuronale Netze

	Maschinelles Lernen zur Klassifikation von Schlafstadien aus kardiorespiratorischen Signalen
	Merkmalsbasierter Ansatz
	Signalbasierter Ansatz
	Anwendung in kommerziellen Verbraucherprodukten


	Daten und Methoden
	Studien als Datengrundlage
	Sleep Heart Health Study
	Datensatz der PhysioNet Computing in Cardiology Challenge 2018
	Multi-Ethnic Study of Atherosclerosis

	Vorverarbeitung und Merkmalsextraktion
	Intervallzeitreihen
	Merkmale
	Label

	Evaluierung
	Validierungsstrategien
	Metriken


	Untersuchung zum Potenzial der individualisierten merkmalsbasierten Schlafstadienklassifikation mit einem Random-Forest-Klassifikator
	Ziel der Untersuchung und Vorgehensweise
	Spezifikation des Klassifikators und der verwendeten Daten
	Ergebnisse
	Diskussion

	Untersuchung zur Schlafstadienklassifikation aus der RRI-Zeitreihe mit einem Convolutional Neural Network
	Ziel der Untersuchung und Vorgehensweise
	Optimierung des Modells
	Spezialisierung durch Vorauswahl der Trainingsdaten

	Spezifikation des Klassifikators und der verwendeten Daten
	Ergebnisse
	Diskussion

	Untersuchung zur Schlafstadienklassifikation aus RRI-Zeitreihe und Atmung mit einem Convolutional Recurrent Neural Network
	Ziel der Untersuchung und Vorgehensweise
	Spezifikation des Klassifikators und der verwendeten Daten
	Ergebnisse
	Diskussion

	Untersuchungen zur Robustheit und Übertragbarkeit des Modells crCRNN
	Evaluierung an externen Testdaten
	Datenvariationen als Voruntersuchung zur Übertragbarkeit
	Übertragbarkeit auf andere Signale
	Untersuchung zu weiteren Vorverarbeitungsvarianten

	Zusammenfassung der Interpretation und Ausblick
	Individualisierter Ansatz
	Schlafstadienklassifikation anhand kardialer Signale ohne zeitlichen Kontext
	Schlafstadienklassifikation anhand kardiorespiratorischer Signale mit zeitlichem Kontext
	Robustheit und Übertragbarkeit
	Fazit

	Literatur
	Anhang
	Daten
	Hold-out Testdaten
	Sleep Heart Health Study
	Datensatz der PhysioNet Computing in Cardiology Challenge 2018
	Multi-Ethnic Study of Atherosclerosis

	Auswahl herzgesunder Studienteilnehmer aus der SHHS-1 mit niedrigem AHI

	Gridsearch-Ergebnisse des Modells cCNN
	Ergebnisse des Modells crCRNN
	Ergebnisse für die Klassifikation in WNR und WN3R
	Ergebnisse des Modells crCRNN für Gruppen in den Daten
	Gridsearch-Ergebnisse


